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あらまし：e テスティングでは，異なる問題項目で構成されるにもかかわらず，同一精度の測定を実現で

きる．e テスティングでは，可能な限り多くのテストが必要である．しかし，現在最も多くのテストを構

成できる手法は制限時間を考慮しておらず，受検者の能力推定値の推定誤差が増加する．本研究では，

Multi-Task Deep Neural Network による受検者の各項目への所要時間予測手法を開発し，制限時間のための

自動テスト構成手法を提案する．提案手法は 95%以上の受検者が制限時間内に全ての項目を回答でき，受

検者の能力推定値の推定誤差が他手法より小さく等質なテストを生成できた． 
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1. はじめに 

e テスティングとは，異なる問題項目で構成され

るにもかかわらず，同一精度の測定を実現できるテ

ストである．e テスティングでは複数回受検が可能

となるなど多くの利点がある． 

e テスティングでは，可能な限り多くのテストが

必要である．Fuchimoto et al.は，現在最も多くのテス

トを構成可能な最大クリーク問題と整数計画法を用

いた二段階並列探索手法(1)を提案している．しかし，

この手法はテストの制約時間を考慮していないため，

受検者が時間内に全問題項目を解けず, 受検者の能

力値推定値の推定誤差が増加する． 

この問題を解決するために，本研究では，Multi-

Task Deep Neural Network(2)を用いて正誤反応と所要

時間を同時に予測する手法を提案する．さらに, 本

研究では提案手法をガウス過程(3)による各予測値の

不確かさが得られるモデルに拡張する．この手法を

用いて，95%以上の受検者が制限時間内に全問題項

目を解き終える制約式を提案する．その結果，提案

手法は受検者の能力推定値の推定誤差が他手法より

も小さく，95%以上の受検者が制限時間内に全ての

項目を回答できるテストを生成できた． 

2. 所要時間予測のための Multi-Task DNN 

本研究では，Multi-Task Deep Neural Network(以降, 

MTDNN)から着想を得て，受検者の各項目への正誤

反応と所要時間を同時に予測する手法を提案する．

図 1 は,提案手法の概要図である． 

入力ベクトル𝒙は入力層𝑳𝑖𝑛𝑝𝑢𝑡を通り独立した E個

のフィードフォワード・ニューラルネットワーク

(FF・NN)層に入力される． 

𝑳𝑖𝑛𝑝𝑢𝑡 = 𝑙𝑒𝑎𝑘𝑦_𝑟𝑒𝑙𝑢(𝑾𝑳𝑖𝑛𝑝𝑢𝑡
𝒙 + 𝒃𝐿𝑖𝑛𝑝𝑢𝑡

) , 

𝑳1
𝑒 = 𝑙𝑒𝑎𝑘𝑦_𝑟𝑒𝑙𝑢(𝑾𝐿1

𝑒 𝑳𝑖𝑛𝑝𝑢𝑡 + 𝒃𝑳1
𝑒), (𝑒 = {1, 2,  … ,  𝐸}) 

 

図 1. 所要時間予測のための Multi-Task DNN 

𝑳𝑗
𝑒 = 𝑙𝑒𝑎𝑘𝑦_𝑟𝑒𝑙𝑢(𝑾𝑳𝑗

𝑒𝑳𝑗−1
𝑒 + 𝒃𝑳𝑗

𝑒), (𝑗 = {2,  3,  … ,  𝐽}), 

𝑙𝑒𝑎𝑘𝑦_𝑟𝑒𝑙𝑢(𝑧) = {
𝑧,   𝑧 > 0

𝛾𝑧,   𝑧 ≤ 0
.  

ここで，𝑾は NN の重みパタメータ，𝒃はNN のバイア
スパラメータを表す．ただし，𝛾はチューニングパラ
メータである． 
その後，以下のゲート付きネットワークを用いて

タスクに応じて各下層 FF・NN の結果に異なる重み
を割り当てられ，タスクkを予測するための独立し
た上層 FF・NN に入力される． 

𝑔𝑘(𝒙) = 𝑠𝑜𝑓𝑡𝑚𝑎𝑥(𝑾𝑔𝑘𝒙 + 𝒃𝑔𝑘), 

𝑓𝑘(𝒙) = ∑ 𝑔𝑘(𝒙)𝐸
𝑒=1 𝑳𝐽

𝑒 ,  

𝑯1
𝑘 = 𝑙𝑒𝑎𝑘𝑦_𝑟𝑒𝑙𝑢(𝑾𝐻1

𝑘𝑓𝑘(𝒙) + 𝒃𝐻1
𝑘), 

𝑯𝑚
𝑘 = 𝑙𝑒𝑎𝑘𝑦_𝑟𝑒𝑙𝑢(𝑾𝐻𝑚

𝑘 𝑯𝑚−1
𝑘 + 𝒃𝐻𝑚

𝑘 ), (𝑚 = {2,  3,   

… ,  𝑀}). 

最後に，タスク固有の予測値は以下から得られる． 

𝑦𝑘 = 𝑙𝑒𝑎𝑘𝑦_𝑟𝑒𝑙𝑢(𝑾𝑦𝑘𝑯𝑀
𝑘 + 𝒃𝑦𝑘). 
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ただし，𝑘 = 1は正誤反応の予測タスク，k = 2は所

要時間の予測タスクである．さらに，本研究では予

測所要時間の不確かさも考慮するために，出力層を

ガウス過程に変更した. これにより，出力で以下の

予測値の分布が得られるようになる．  

𝑓𝑦𝑘
~𝐺𝑃 (0,  𝐾(𝑯𝑀

𝑘 , 𝑯𝑀
𝑘 )), 

𝑘(𝑥, 𝑥′) = 𝜎2 exp(−𝜔(𝑥 − 𝑥′)2/2). 

この手法を MTDNN-GP と呼ぶ． 

3. 所要時間を考慮した自動並行テスト構成 

本研究では，提案手法の予測所要時間を用いて二

段階並索手法の整数計画法に以下の制限時間の制約

を追加する．提案手法(MTDNN)，提案手法(MTDNN 

as GP)はそれぞれ以下の通りである． 

𝐿𝐵𝑇𝐿 ≤ ∑ 𝑡ℎ𝑖𝑥𝑖
𝑛
𝑖=1 ≤ 𝑈𝐵𝑇𝐿 .  

𝐿𝐵𝑇𝐿 ≤ ∑ (𝑡ℎ𝑖 − 𝑑𝑡ℎ𝑖
)𝑥𝑖

𝑛
𝑖=1 ,  

∑ (𝑡ℎ𝑖 + 𝑠𝑡𝑑𝑡ℎ𝑖
)𝑥𝑖

𝑛
𝑖=1 ≤ 𝑈𝐵𝑇𝐿 .  

ここで，𝐿𝐵𝑇𝐿と𝑈𝐵𝑇𝐿はそれぞれテストの所要時間の

下限と上限を表し, 𝑡ℎ𝑖はℎ(= 1,2, … , 𝐻)番目のカテゴ

リの能力値を持つ受検者が項目𝑖に要する予測所要

時間を表す．また，𝑠𝑡𝑑𝑡ℎ𝑖
はℎ番目のカテゴリの能力

値を持つ受検者が項目𝑖に要する所要時間の予測分

布の標準偏差を表している．これにより，提案手法

は全カテゴリ内の能力値を持つ受検者が，制限時間

内に全問題項目を解き終えるテストを生成できる． 

4. 比較実験 

4.1 所要時間予測手法の精度比較 

ここでは，提案手法と従来手法(4) (5)の所要時間の

予測精度を比較した．比較実験には，本学における

入学時 CBT 学力調査試験の結果を用いた．科目は数

学，アイテムバンクの問題数は 100 問，受検者数は

666人である．各手法による予測結果を表 2に示す．

ただし，RMSE は受検者𝑖の項目𝑗への実所要時間𝑡𝑖𝑗

と予測所要時間 �̂�𝑖𝑗を用いて以下の式で表す． 

RMSE = √
1

𝑛
∑ (𝑡𝑖𝑗 − �̂�𝑖𝑗)

2𝑛
𝑖=1 .  

表 2 より，提案手法は従来手法よりも RMSE が小

さく，所要時間の予測精度を向上できた． 

表 2 各手法における予測所要時間の RMSE(秒) 

Linden 2007 岸田 2024 MTDNN MTDNN-GP 

163.60 113.16 110.11 109.24 

4.2 自動並行テスト構成手法の比較 

ここでは，提案手法と従来手法(2) (6)により構成し

たテストを受検者にランダムに割り当て, テストの

各項目に対する実データの所要時間から回答をシミ

ュレーションした．ただし，実データがない場合は，

階層モデル(4)の推定値を使用した．また，各受検者

は，合計所要時間が制限時間（60 分）を超えた時点

で回答終了とした． 

テスト構成条件は，所要時間の上限が 60 分，下限

値が 36 分とした．さらに, 本研究では，受検者全体

の 95%が回答終了するテストを構成するために，能

力値のカテゴリは標準正規分布の下位 95%の値であ

る-1.645 から 2.000 を五等分した値に設定した． 

 表 3 は，各受検者が受検したテストの所要時間（分）

の平均（Avg. time）と標準偏差（SD.time），制限時間

内に回答終了した受検者の割合（Rate），各受検者の

能力推定値の平均推定誤差（Avg.SE）を示す．表 3

より，制限時間を考慮していない HMCAPIP 法を除

く全ての手法で制限時間内に回答終了した受検者の

割合を 95%以上にすることができた．さらに，Linden 

MIP は全受検者が制限時間内に回答終了できたが，

テストの平均所要時間が短く，受検者の能力推定値

の平均誤差は一番大きかった．一方で，提案手法は

能力推定値の平均推定誤差を一番小さくできた． 

 図 1 は，左の図が経過時間ごとの回答終了した受

検者数を表し，右の図が受検者の能力推定値とその

推定誤差の散布図を表す．図 1 より，提案手法

(MTDNN-GP)は提案手法(MTDNN)よりも能力推定

値の推定誤差は悪化したが，テストの所要時間の散

らばりを抑え，制限時間内に回答終了した受検者の

割合を向上できた． 

表 3 各手法によるテストの受検結果 

手法 Avg.Time SD.time Rate (%) Avg.SE 

Linden MIP 28.9 3.66 100 0.39 

HMCAPIP 50.8 7.49 82.1 0.16 

MTDNN 47.6 6.37 97.0 0.14 

MTDNN-GP 44.1 5.87 98.3 0.18 

 

 

 

 

 

 

 

 

 

図 1. 経過時間ごとの回答終了した受検者数と 

受検者の能力推定値の推定誤差 

5. むすび 

今後は，適応型テストへの拡張を考える． 

参考文献 
(1) Fuchimoto, K., Ishii, T., and Ueno, M.: Hy brid maximum 

clique algorithm using parallel integer programming for 

uniform test assembly, IEEE Transac tions on Learning 

Technologies, Vol. 15, No. 2, pp. 252 264 (2022） 

(2) Ma, Jiaqi, et al. "Modeling task relationships in multi-task 

learning with multi-gate mixture-of-experts." Proceedings 

of the 24th ACM SIGKDD international conference on 

knowledge discovery & data mining. 2018.  

(3) Damianou, Andreas, and Neil D. Lawrence. "Deep gaussian 

processes." Artificial intelligence and statistics. PMLR, 

2013.  

(4) Linden, Wim J. van der. :“A Hierarchical Framework for 

Modeling Speed and Accuracy on Test Items.”, 

Psychometrika 72 (3): 287–308. (2007) 

(5) 岸田若葉, 堤瑛美子 and 植野真臣. "解答時間予測

のための Deep-IRT." 人工知能学会全国大会論文集 

(2024) 
(6) van der Linden, Wim J. "Test design and speededness." 

 Journal of Educational Measurement 48.1 (2011): 44-60. 

― 260 ―

教育システム情報学会   JSiSE2024

第49回全国大会　 2024/8/27-8/29




