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あらまし： コーヒー豆は，熟練の焙煎士が長年の経験を基にして，作りたいコーヒー豆の特徴から，縦

軸が温度，横軸が時間の焙煎カーブを設定することで焙煎が行われており，初心者が行うには非常に難し

い工程となっている．さらに，焙煎したコーヒー豆は挽かないと中まで火が通っているのかを把握するこ

とは非常に困難である．そこで本研究では，焙煎実施前に設定した焙煎カーブで焙煎した場合の，挽く前

と挽いた後それぞれのコーヒー豆の焙煎度を確認することが出来るように，様々な焙煎カーブを機械学

習を用いて学習させ，できあがるコーヒー豆の色の具合を予測出力する学習モデルを複数構築し，その精

度の比較と検証を行った． 
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1. はじめに 

コーヒー豆の焙煎は，縦軸が温度，横軸が時間の

焙煎カーブを呼ばれるグラフを焙煎機に設定して焙

煎が行われる(図 1)．焙煎カーブにおける様々なポイ

ントを変えることでできあがるコーヒー豆の色や香

りなどの特徴に影響が出てくる． 

 焙煎した豆の色をローストカラーといい，基本的

にはローストカラーが黒に近いほど苦みが強くなり，

酸味が弱くなるという傾向がある． 

 

 
図 1 焙煎カーブと様々なポイント 

 
コーヒー豆は，焙煎士が作りたい豆の特徴を想定

してそれに応じた焙煎カーブを設定することで作ら

れる．これは焙煎士が積み重ねてきた経験を基に行

われており，初心者が設定するには難しい技術であ

る．また，焙煎の難しさの 1 つに，焙煎をした豆が

中まで火が通っているのかを豆を挽く前の状態から

判断することが難しいということがある． 

 

2. 研究目的 

 これらの背景から，本研究では初心者には焙煎カ

ーブを設定する際の指標となるように，熟練者には

設定した焙煎カーブで焙煎を行った際の火の通り具

合を確認できるように，焙煎カーブを入力するとで

きあがるコーヒー豆のローストカラーを予測出力す

るシステムの構築を目指し，様々な焙煎カーブを学

習した学習モデルを複数構築し，できあがる豆のロ

ーストカラーの予測出力の精度の比較と検証を行っ

た． 

 

3. 関連システム 

TUNA SCOPE（1）というマグロの品質評価を AI 化

したシステムがある．このシステムは評価物のマグ

ロの尾部断面の画像とそれに紐付けた職人による評

価数値を紐付けたデータを学習している．一方，本

研究で学習に用いるデータは評価物でなく，製造工

程となる焙煎カーブであり，品質評価ではなく品質

予測を行うことを目的としている． 

 

4. データの収集 

豆はブラジルとコロンビアの 2 種類を，焙煎 1 回

あたり 30g の豆を 5 分から 20 分の間で焙煎を行い，

今回 327 のデータを収集した．専用のアプリと連動
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した小型の焙煎機で焙煎を行い，豆の明度を測定し

てローストカラーを出力する装置で焙煎した豆を測

定し，データを集めた．焙煎カーブの温度は全て 15

秒毎にサンプリングをすることで取得している． 

 

5. 学習モデル 

5.1 特徴量 

教師あり学習の回帰問題であり，入力は焙煎士か

らいただいたアドバイスを基に表 1 のものを選んで

いる．出力は焙煎したコーヒー豆の粉砕前と粉砕後

それぞれの明度の数値となっている． 

 

表 1 入力一覧 

入力(単位) 

気温(℃) 

湿度(%) 

焙煎時間(s) 

焙煎カーブのサンプリング温度(℃) 

ターニングポイントの時間と温度(s･℃) 

カラーチェンジの時間(s) 

焙煎終了時の温度(℃) 

ディベロップフェーズに要した時間(s) 

 

5.2 学習モデルの構築･比較 

本研究では表 2 に示した 5 つの学習手法を用い，

10 分割交差検証による評価方法で比較を行った．

NN は隠れ層が 3 層の全結合層で構成されており，

隠れ層の 2 層目に過度に学習データに適合すること

を抑制するドロップアウト層を挿入している． 

結果が表 2 となっており，予測する数値範囲によ

って精度にばらつきが見られた．比較結果から精度

の良い上位 3 つのランダムフォレスト･SVR･NN(全

結合)を用いてさらに検証を行った． 

 

表 2 学習モデルの比較結果(10 分割交差検証) 

モデル名 
粉砕前
MAE 

粉砕

後
MAE 

粉砕前
RMSE 

粉砕後
RMSE 

線形回帰 6.86 5.46 21.12 10.15 

決定木 4.36 5.48 5.70 7.26 

ランダム

フォレス

ト(100

本) 

3.18 4.06 4.10 5.34 

SVR 3.01 3.98 4.29 5.76 

NN 

(全結合) 
3.94 4.25 5.21 5.86 

 

5.3 学習モデルの検証･考察 

 学習モデルの汎用性を見るために，検証では 50g

で焙煎して得た焙煎カーブのデータを 8 種類用いた．

粉砕前と粉砕後それぞれの明度数値と，粉砕後から

粉砕前を引いた色数値差の 3 種類の数値を，測定し

た値と予測した値との絶対差を誤差として評価して

いる．色数値差は焙煎した豆の火の通り具合の評価

に相当する． 

結果が表 3 となる．ランダムフォレストと SVR に

はグリッドサーチを行っている．色数値差はランダ

ムフォレストが最も良いものの，全体的には NN が

最も精度が高かった．この検証において，どのモデ

ルも全体的に測定値より予測値が低く，つまりより

焙煎していると予測していた．これはおそらく 50g

より 30g の方が火が通りやすかったことによるもの

と思われる．また，豆はチャンバーに投入されてそ

のチャンバーを回転させることで豆全体に火を通し

ていく．よって今後精度の向上にはデータセットの

増加はもちろん，豆のグラム数やチャンバーの回転

数も特徴量として検討する必要があると考えられる． 

 

表 3 学習モデルの検証結果 

モデル名 粉砕前 粉砕後 色数値差 

ランダム

フォレス

ト(50 本) 

4.86 5.39 2.44 

SVR 5.44 8.31 3.45 

NN 

(全結合) 
4.55 4.92 2.52 

 

6. まとめ 

本研究では焙煎を行うための助力システムの構築

のため，焙煎に影響する要素を加味した様々な焙煎

データから，できあがるコーヒー豆の焙煎度を予測

する学習モデルの精度の比較と検証を行った．ある

程度の精度はみられたものの，データセット内でロ

ーストカラー別でみたときに数の少ないデータに対

しての予測にはばらつきがみられた． 

今後，学習モデルの精度向上には，学習データ数

の増加や，特徴量の見直しをする必要がある．また，

今回同じ小型の焙煎機を用いてモデルの評価を行っ

たため，別の焙煎機に対してこの予測モデルを適用

した際の精度検証も必要になる．したがって，事前

に設定した焙煎カーブから予測に用いるデータを自

動入力するシステムも構築していく． 
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